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Очистка зашумленного речевого сигнала с помощью глубокой нейронной сети с самовниманием
В работе предложен новый подход к решению задачи эффективной очистки речи от фонового шума, основанный на применении методов машинного обучения. Была разработана и реализована глубокая нейронная сеть с архитектурой «кодер-декодер». Входной зашумленный сигнал после применения оконного преобразования Фурье преобразовывался данной сетью в сжатое представление, на основе которого вычислялась комплексная маска отношения очищенного и искаженного сигналов. При поэлементном применении последней к исходному спектральному разложению сигнала происходило устранение шумового компонента. Для учета сложных корреляций в частотно-временном разложении зашумленного аудиосигнала на каждом этапе преобразования применялись слои с самовниманием. Функция потерь в развитом подходе определялась через масштабно-инвариантное отношение сигнал-возмущение SI-SDR. Обучение проводилось на базе набора данных DNS Challenge 2020, содержащего примеры записей чистой речи и представительные наборы записей различных классов шумов. Сравнение качества работы с лучшими существующими подходами осуществлялось с использованием нескольких распространенных метрик качества (WB-PESQ, NB-PESQ и др.). Было продемонстрировано преимущество развитого подхода по сравнению с альтернативами. Предложенный подход показал свою эффективность и при дальнейшем развитии может стать основой новых методов улучшения качества речевых аудиозаписей.
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Введение

Одной из ключевых проблем при развитии современных систем обработки речи является снижение уровня фоновых шумов в аудиозаписях. Как правило, предполагается, что шум может рассматриваться как аддитивная добавка к полезному речевому сигналу. Однако, несмотря на кажущуюся простоту подобной постановки, эффективная шумоочистка до сих пор не является полностью решенной задачей.
Можно выделить два подхода к решению проблемы очистки речи. Первый, предполагающий явное аналитическое или численное моделирование, основан на гипотезе, что шум является стационарным или квазистационарным случайным процессом [1]. Однако в реальных сценариях использования методов шумоочистки речь диктора может звучать на фоне, состоящем из множества существенно нестационарных источников шума с различающимися характеристиками. Если в спектре фонового шума существенная часть энергии приходится на диапазон частот, соответствующий человеческой речи, то снижение шумового вклада в сигнал приводит одновременно к деградации информативной части сигнала. Второй подход основан на моделировании вносимых искажений за счет применения методов машинного обучения [2-7]. Очистка от шума рассматривается как задача обучения с учителем. Подготавливается обучающая выборка, состоящая из пар чистых эталонных сигналов и их зашумленных версий. В этом подходе нет ограничения на статистические и частотно-временные характеристики, в обучении можно применять как одиночные источники шума, так и их комбинации. Эффективно выбранная модель дает возможность подавления шумов в сложных ситуациях.
Наиболее распространенным подходом при шумоочистке речи методами машинного обучения является маскирование частотно-временных областей в спектре зашумленного сигнала [1]. Главным преимуществом применения масок, помимо высокого качества работы, является быстрая сходимость методов на выборках с высокой вариативностью видов фонового шума. Среди методов маскирования выделяют подходы, основанные на идеальных бинарных масках (IBM) [8], вещественных масках идеального отношения (IRM) [9], спектральных амплитудах (SMM) [10]. В работе [11] был предложен подход, учитывающий фазовую составляющую сигнала за счет применения масок комплексного отношения (CRM), что существенно улучшило воспринимаемое слушателями качество восстановленной речи.
Современные методы очистки зашумленных аудиосигналов на основе глубоких нейронных сетей используют архитектуру кодер-декодер [2, 4–7]. Стандартным подходом к построению подобных сетей являются комбинации слоев сверточных и рекурсивных преобразований [2]. Линейные свертки эффективны для получения сжатых представлений локальных частотно-временных участков сигнала, а рекурсивные слои осуществляют захват длинных временных зависимостей. Однако, эффективное моделирование сложной структуры спектра зашумленного сигнала может быть осуществлено только за счет учета нелокальных корреляций отдельных частей сигнала. В этом случае возможным решением может оказаться применение механизмов самовнимания [12]. Преобразование самовнимания было предложено для кодирования корреляций в задачах автоматической обработки естественных языков. Оно позволяло обрабатывать длинные фрагменты текста в тех случаях, когда методы, основанные на рекуррентных нейронных сетях, не могли обучаться из-за эффекта «забывания» прошлых внутренних состояний. Применение преобразований самовнимания в задачах обработки речи до последнего времени было ограниченным из-за существенно больших объемов обрабатываемых данных по сравнению с обработкой текстов. В работах [13–15] было предложено обобщение данного подхода для обработки изображений. В них использовалась иерархическая архитектура нейронной сети, сжимающая представление входных данных за счет комбинации преобразований свертки и самовнимания на фрагментах изображения. Этот подход может быть легко перенесен на обработку частотно-временных представлений аудиосигнала.
В данной работе для решения задачи очистки речи от шума предложена глубокая нейросетевая модель архитектуры кодер-декодер, использующая иерархический подход и преобразование самовнимания для вычисления комплексных масок отношения очищенного и зашумленного сигналов.
Предлагаемый подход
В данной работе предполагалось, что справедлива аддитивная модель зашумленного аудиосигнала, в рамках которой сигнал в частотно-временном представлении можно представить следующим образом:
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где индексы 
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соответствовали индексам частотных полос,  нумеровали последовательные фрагменты (фреймы) сигнала во временной области. Компоненты 
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представляли собой чистый сигнал,  – шумовую добавку.

Предложенная модель восстанавливала аудиосигнал за счет поэлементного применения вычисляемой ею комплексной маски 
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 с помощью трех последовательных блоков преобразований (рис. 1): кодера, сжимающего представление входных данных в тензор меньшего размера, обработчика сжатого представления и развертывающего декодера для преобразования представления в выходной тензор маски. Каждому преобразованию сжатия соответствовало разжимающее преобразование. Информация о деталях сигнала при сжатии не терялась за счет дополнительных длинных соединений выходов слоев кодера и входов соответствующих слоев декодера.– восстановленный аудиосигнал в частотно-временном представлении; индексами r и i обозначены соответственно вещественная и мнимые части маски и зашумленного сигналов; за j обозначена мнимая единица; ʘ – обозначение операции поэлементного произведения. Нейронная сеть вычисляла маску M 
Детали реализации
Комплексные коэффициенты частотно-временного представления зашумленного сигнала Y и вычисляемой маски M рассматривались как тензоры размера 
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, где третья размерность соответствовала вещественной и мнимой части коэффициентов. Входной сигнал Y конкатенировался вдоль третьей размерности с тензором частотно-позиционного кодирования P размером , элементы которого вычислялись следующим образом [14]:
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где 
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 – индекс вектора кодирования частоты, f – индекс соответствующей частотной полосы, F – количество частотных полос. Коэффициенты тензора P не зависели от индекса фрейма. 
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Рис. 1. Блок-схема предложенного метода шумоочистки; длинные соединения и блок обработчика помечены размерами передаваемых и обрабатываемых тензоров; «PE+Conv» – слои позиционного кодирования и свертки; «PE+TranspConv» – слои позиционного кодирования и транспонированной свертки; «SRA ×число»– преобразование самовнимания [14] с указанием числа SRA-слоев
Каждый слой в кодере преобразовывал входные данные следующим образом. Сначала проводилось разбиение входного тензора размером 
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на фрагменты размерами . Затем вычислялось линейное преобразование (в виде свертки) каждого из полученных фрагментов в вектор длины 
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, в результате чего вычислялся тензор размера 
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фрагментов. Каждый из фрагментов переводился линейным преобразованием с обучаемыми параметрами в вектор размерности M. Полученный набор закодированных фрагментов в виде матрицы E размера NxM позволял вычислять три набора матриц: ключи . Затем полученный тензор суммировался с подбираемыми в процессе обучения коэффициентами позиционного кодирования. В каждом преобразовании набор коэффициентов подбирался независимо от остальных. Затем следовало несколько слоев преобразований самовнимания, в которых результат суммирования разбивался на набор из N , запросы 
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где 
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 – обучаемые матрицы линейного преобразования, индекс 
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 отвечал за номер так называемой головы преобразования [12]. Затем вычислялось само преобразование самовнимания:
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Число получившихся фрагментов сохранялось равным N, однако размер их представлений мог отличаться в зависимости от размеров матриц . Преобразование оценивало значимость фрагментов и перевзвешивало их (“обращало внимание”) с коэффициентом, зависящим от скалярного произведения величин ключей и запросов, в свою очередь также зависящих от входных данных. Следует отметить, что в данной работе использовалась модификация преобразования самовнимания (5) – spatial-reduction attention (SRA) [14], которая позволяла сократить размеры векторов ключей и значений перед преобразованием (4), что уменьшало количество операций умножения и число подбираемых параметров при обучении без существенных потерь в качестве работы нейронной сети. После последовательности преобразований самовнимания осуществлялась перестановка элементов конечного результата в тензор с размерами 
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Обработчик сжатого представления включал в себя блок позиционного кодирования, преобразование свертки с ядром размера 
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, результат которого подавался на 3 слоя самовнимания типа SRA, а затем опять блок позиционного кодирования с последующей транспонированной сверткой [16] с ядром 
[image: image52.wmf]1

1

´

. Выход данного преобразования имел тот же размер, что и вход. Структура слоев декодера в целом была аналогична по структуре кодирующим слоям. Все операции выполнялись в обратном порядке, свертка была заменена на транспонированную свертку, что позволило расширять выходное представление после каждого преобразования декодирования. Длинные соединения реализовывались как конкатенация выходов слоев кодера к входному тензору соответствующего слоя декодера.
Маска M вычислялась путем линейной свертки результата декодирования с ядром размером 
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. Затем, согласно (2), восстанавливался полезный сигнал , который использовался для вычисления функции потерь нейронной сети. При обучении функция потерь 
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 определялась через масштабно-инвариантное отношение сигнал-искажение (SI-SDR) [17]:
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Инвариантность SI-SDR к уровню громкости сигналов достигалась путём перемасштабирования чистого сигнала с коэффициентом 
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, подбираемым так, что проекции восстановленного сигнала  [image: image62.wmf]X
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на чистый X и обратно чистого X на восстановленный  были равны.
Обучение модели и обсуждение результатов

Обучающая выборка строилась на основе образцов чистых и зашумленных аудиозаписей открытого набора данных DNS Challenge 2020 [18]. Чистые записи в этой базе, включавшие в себя 500 часов голосовых записей 2150 дикторов, были собраны из открытого набора Librivox. Критерием отбора являлось качество по метрике экспертного оценивания MOS [19]. Использовались записи из верхней квартили распределения данной метрики. Зашумленные записи генерировались на основе наборов Audioset, Freesound и DEMAND. Из них отбирались классы шумов, представленные не менее чем 500 различными образцами. Использовалось 150 классов длительностью по 10 секунд каждый. При обучении для формирования зашумленного примера случайно выбиралась чистая запись голоса и набор случайно выбранных записей шума. Далее шумовые записи масштабировались по амплитуде так, чтобы отношение сигнал/шум суммы чистой и шумовой компонент соответствовало случайно выбранному значению, взятому из равномерного распределения на отрезке от 0 дБ до 40 дБ. Искусственная реверберация не вносилась. Тестовая подвыборка набора DNS Challenge 2020 состояла из 150 синтетических зашумлённых сигналов с соотношением сигнал/шум, распределённом на отрезке от 0 до 20.

Разработанная нейросетевая модель была реализована на языке программирования Python c использованием библиотеки глубокого обучения PyTorch. Обучение осуществлялось на рабочей станции с двумя картами GPU Nvidia GeForce 1080Ti. Использовался метод оптимизации Adam c параметром скорости обучения 10-3.

Выбор метрик для сравнения был обусловлен тем, что следовало уйти от использования наивных «физических» оценок типа отношения сигнал/шум, которые не отражали реально воспринимаемое слушателем качество работы метода шумоочистки. Применялись следующие метрики оценки качества:
1. Оценка качества речевых записей PESQ [20], моделирующая экспертную оценку MOS по смещенной пятибалльной шкале от -0.5 (низшее качество) до 4.5 (высшее качество). Выделялось два вида PESQ-метрики: узкополосная(narrow-band, NB-PESQ), предназначенная для сигналов с частотой дискретизации 8 кГц, и широкополосная (wide-band, WB-PESQ) для сигналов с частотой дискретизации 16 кГц.
2. Оценка разборчивости речи STOI [21], измеряемая в процентах. Оценка разборчивости производилась с использованием эталонного и искажённого сигналов с частотой дискретизации 10 кГц на основе сравнения их спектральных характеристик.
3. Масштабно-инвариантное отношение сигнал/искажение SI-SDR [17], непосредственно использовавшееся при обучении модели.
В нижеприведенной таблице представлено сравнение оценок качества работы предложенной модели по сравнению с другими подходами. Верхняя строка в таблице, отмеченная как «зашумленный сигнал», представляла собой точку отсчета – значения метрик качества на зашумленных сигналах, не подвергнувшихся обработке. Чем выше было значение той или иной метрики, тем лучше было качество работы. Из таблицы видно, что предложенная модель превосходит по всем вычисленным метрикам конкурирующие подходы.
Следует отметить следующее. Во-первых, новая модель обучалась на максимизацию отношения SI-SDR. Это объясняет существенный отрыв по данному показателю от альтернативных методов. Также данный факт косвенно свидетельствует о важности показателя SI-SDR для перцептивного восприятия речи слушателями, так как остальные метрики увеличились синхронно, хоть и в относительно меньшей степени. Во-вторых, при оценке качества работы не учитывался фактор вычислительной эффективности. Любые подходы, основанные на свертках или рекуррентных элементах существенно «легче» в смысле числа используемых параметров. Предложенная модель требует больших вычислительных ресурсов, как при обучении, так и при использовании. Это ограничение может быть преодолено за счет более эффективной реализации механизмов самовнимания, дополнительной оптимизации структуры нейронной сети и требует дальнейших экспериментов.
Таблица

Качество работы предложенного метода в сравнении с существующими подходами
	Метод шумоочистки
	WB-PESQ
	NB-PESQ
	STOI
	SI-SDR

	«зашумленный сигнал»
	1.582
	2.454
	91.52
	9.07

	NSNet [22]
	2.145
	2.873
	94.47
	15.61

	Conv-TasNet [7]
	2.730
	
	
	

	DCCRN-E [23]
	
	3.266
	
	

	PoCoNet [4]
	2.748
	
	
	

	FullSubNet [5]
	2.777
	3.305
	96.11
	17.3

	Two-Stage LSTM [24]
	2.832
	3.338
	96.05
	17.6

	Предложенная модель
	2.99
	3.442
	97.05
	19.2


Заключение

В данной работе предложен новый метод очистки зашумленной речи, основанный на применении глубокой нейронной сети структуры «кодер-декодер» с промежуточными слоями самовнимания. Данный подход продемонстрировал существенное улучшение качества работы по сравнению с лучшими современными аналогами. Реализованный метод может применяться в широком спектре задач, связанных с цифровой обработкой речи.
Исследование выполнено за счет гранта Российского научного фонда №22–21–00199, https://rscf.ru/project/22-21-00199/
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N.S. NASRETDINOV, I.D. ILYASHENKO, J.A. FILIN, A.A. LEPENDIN

SPEECH DENOISING USING DEEP NEURAL NETWORK WITH SELF-ATTENTION
In this paper a new approach to solving the problem of effective speech denoising based on the use of machine learning methods was proposed. A deep neural network with an encoder-decoder architecture was developed and implemented. The input noisy signal after applying the windowed Fourier transform was transformed by this network into a compressed representation. On the basis of this representation the complex mask which is the ratio of cleaned and distorted audio signals was calculated. When this mask is applied element wise to the initial spectral decomposition of the signal, the noise component is eliminated. Correlations in the frequency-time decomposition of a noisy audio signal were taken into account, by using self-attention layers at each stage of the encoder-decoder transformation. The loss function in the developed approach was calculated as the scale-invariant signal-to-disturbance ratio (SI-SDR). The training of the network was carried out on the basis of the DNS Challenge 2020 dataset, which contains examples of pure speech records and representative set of various noise classes. Performance comparison with the best existing approaches was carried out using several common quality metrics (WB-PESQ, NB-PESQ, etc.). The advantage of the evolved approach over alternatives has been demonstrated. The proposed approach has shown its effectiveness and, with further development, can become the basis for new methods for improving the quality of speech audio recordings.
Keywords: speech enhancement, noise reduction, noise masking, deep neural network, deep learning, encoder-decoder architecture, self-attention.
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